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摘要：基于卷积神经网络，提出一种基于改进卷积神经网络的短文本分类模型．首先，采用不

同编码方式将短文本映射到不同空间下的分布式表示，提取不同粒度的数字特征作为短文本

分类模型的多通道输入，并根据标准知识库提取概念特征作为先验知识，提高短文本的语义

表征能力；其次，在全连接层增加自编码学习策略，在近似恒等的基础上进一步组合数字特

征，模拟数据内部的关联性；最后，利用相对熵原理为模型增加稀疏性限制，降低模型复杂

度的同时提高模型的 泛 化 能 力．通 过 对 开 源 数 据 集 进 行 短 文 本 分 类 实 验，验 证 了 模 型 的 有

效性．
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　　文本挖掘是自 然 语 言 处 理 领 域 中 一 项 较 重 要 的 任 务，涉 及 机 器 翻 译、智 能 问 答 等 许 多 领 域［１］．
短文本 数据反映了个体对生活方式的总结及社会现象的评论等，常蕴含丰富的普遍规律．不同于传统

长文本，短文本有显著的特点［２］：１）文本长度短；２）特征较稀疏；３）文本格式不统一．短文本的特点

使其通常不能提供足够的上下文信息，从而使许多基于词频、字同现的机器学习模型不能有效地提取

短文本特征，进而限制了传统的机器学习算法在短文本分类问题上的应用［３］．本文将现有的短文本分

类算法分为两类：基于传统语义分析的短文本分类算法和基于深度神经网络的短文本分类算法．前者

常通过外部语义信息库丰富短文本的特征表示．在 ＷｏｒｄＮｅｔ［４］同义词数据库中，每个同义词集合都表

示一个基本的语义概念．Ｃｈｅｎ等［５］提出了多粒度主题模型用于精确描述短文本，首先在通用数据集中

采用ＬＤＡ（ｌａｔｅｎｔ　ｄｉｒｉｃｈｌｅｔ　ａｌｌｏｃａｔｉｏｎ）算法［６］提取Ｎ 组主题集Ｔ，再从主题集Ｔ 中选择一个子集构成

多粒度的主题空间，将短文本的词特征与主题特征融合成新的短文本特征表示，最后利用支持向量机

（ＳＶＭ）分类器获取较好的分类效果；Ｓｕｎ等［７］提出了一种基于ＴＮＧ（ｔｏｐｉｃ　Ｎ－ｇｒａｍ）的特征扩展方法，
首先该方法可同时推断出词的分布式表示及每个主题下短语的分布式表示，并由此构建特征扩展库，
然后基于所提取的原始特征，对短文本的主题趋势进行推理，并根据主题趋势在特征扩展库中选择相

应的候选词汇与短语，最后将选择结果作为短文本数据特征的扩充，并通过ＬＤＡ与ＳＶＭ算法得到了

较好的分类效果；Ｈｅａｐ等［８］通过使用通用及专用的词向量模型丰富由Ｂａｇ－ｏｆ－ｗｏｒｄｓ模型［９］对低频词

汇所生成的词向量，从而提高了多类别短文本的分类精度．而基于深度神经网络的分类算法更关注于

解决短文本的分布式表示及特征的无监督获取能力，在短文本分类问题中取得了较好的效果．随着深

度学习模型在图像挖掘［１０］、语音识别［１１］等领域的广泛应用，如何利用深度模型处理文本挖掘问题受

到广泛关注．Ｋｉｍ［１２］提出了一个基于卷积神经网络（ＣＮＮ）处理句子分类问题的模型，该模型将句子视

为词的序列，并利用预先训练好的词的分布式表示作为模型输入，此外，还按输入词向量的不同将模

型分为４种变型，其中双道词向量输入模型普遍取得了较好 的 分 类 效 果；Ｋａｌｃｈｂｒｅｎｎｅｒ等［１３］提 出 了

一种基于动态的卷积神经网络模型ＤＣＮＮ，并应用到 句 子 分 类 问 题 中，在 卷 积 层 提 出 了 一 种 广 义 卷

积，可充分保留句 子 边 缘 词 汇 的 特 征 信 息，在 池 化 层 根 据 卷 积 层 节 点 的 数 量 定 义 一 种 全 局 的 动 态

Ｋ－Ｍａｘ策略，从而动态地确定池化层保留的特征数量，ＤＣＮＮ模型可处理变长的语料数据，具有较强

的泛化能力；Ｚｈａｎｇ等［１４］构建了短文本的字符分布式表示模 型，并 通 过 实 验 结 果 验 证 了 模 型 的 有 效

性．基于神经网络的短文本分类模型通常不需要语言的句法、语法等先验信息，因此在不同类型的数

据集或不同的语言中都表现出了良好的扩展性和有效性．
基于此，本文提出一种基于改进卷积神经网络的短文本分类模型ＩＣＮＮＳＴＣＭ．该模型构造了短文

本语料多种不同的分布式表示：１）字符级特征表示和词汇级表示，并作为分类模型ＩＣＮＮＳＴＣＭ的双

道输入，词汇级分布式表示同时作为模型的参数进行调优；２）提取短文本中包含的实体，在标准知识

库中检索实体对应的概念集，并提出ＣＴｏＳＴ学习策略计算概念与短文本之间的关联强度，从而构成

短文本的概念特征表示．在全连接层增加稀疏自编码策略，即通过非监督学习一个近似恒等的转换函

数，利用稀疏性限制保证网络层多数节点处于被抑制的状态，在降低模型复杂度的同时提高模型的泛

化能力．本文模型和相关实验均基于Ｐｙｔｈｏｎ语言及ＴｅｎｓｏｒＦｌｏｗ框架实现，通过与其他几种短文本分类模

型进行对比，实验结果表明，ＩＣＮＮＳＴＣＭ可更好地提取短文本数据的特征，具有较高的分类精度．

１　模型构建

图１为基于改进卷积神经网络的短文本分类模型ＩＣＮＮＳＴＣＭ 的框架．采用不同的学习策略分别

构建短文本的分布式表示，并作为模型的多通道输入．构造字符级分布式表示即将短文本视为字符的

序列，从而捕获短文本的粒子字信息；词汇级分布式表示，即词向量，其几何关系常作为词汇间语义

关系的高级抽象；概念级分布式表示，利用标准知识库提取短文本的概念特征，并以此作为模型先验

知识，丰富语料表征能力的同时提高了模型参数调优的效率；通过不同窗口的卷积核与３种分布式表

示分别进行卷积运算，提取卷积层节点的数字特征；池化层采用Ｋ－Ｍａｘ　Ｐｏｏｌｉｎｇ保留卷积层节点最大

的Ｋ 个特征，并合并为一个一维的长特征序列；在两个全连接层之间增加稀疏自编码学习策略，高层
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特征通过与分类器相连，从而预测输入短文本的类别．

图１　ＩＣＮＮＳＴＣＭ模型结构

Ｆｉｇ．１　Ｓｔｒｕｃｔｕｒｅ　ｏｆ　ＩＣＮＮＳＴＣＭ　ｍｏｄｅｌ

１．１　字符级分布式表示

通过将输入短文本视为字符的序列，并利用该语言下长度为ｍ 的字母表Ω 对字符进行编码量化，
从而实现短文本数据字符级分布式表示的构建．考虑到字符数量远小于该语言下词汇的总量，因此采

用字符级分布式表示在一定程度上可降低模型的计算复杂度．基于Ｂａｇ－ｏｆ－ｗｏｒｄｓ编码方式的思想，将

每个字符视为一个词汇，从而得到每个字符的编码；对不包含在字母表Ω 中的字符，简单地将其编码

为零向量．对于长度为ｌ个字符的短文本，通过以上处理可得到其维度为ｌ×ｍ 的字符分布式表示．本

文使用的字母表Ω 包含６８个字符：２６个英文小写字符，１０个数字字符及３２个其他字符．
１．２　概念级分布式表示

概念特征分布式表示将短文本视为互相关联的实体构成的集合，对于集合中的每个实体，通过检

索外部标准知识库，可获取其对应的概念，从而更好地实现分类任务．例如短文本ＳＴ１：“Ｒｉｈａｎｎａ　ｉｓ　ａ
ｓｕｐｅｒ　ｓｔａｒ．”，其中名词实体“Ｒｉｈａｎｎａ”对应的概念为“Ｓｉｎｇｅｒ”，因此，分类器更倾向于将ＳＴ１归类为

“娱乐”类别中．此 外，实 体 通 常 对 应 多 个 不 同 的 概 念，从 而 具 有 较 大 的 歧 义 性．例 如 短 文 本ＳＴ２：
“Ｓｈｅ　ｉｓ　ｅａｔｉｎｇ　ａｎ　ａｐｐｌｅ”，对 于 名 词 实 体“ａｐｐｌｅ”，可 得 到 概 念“Ｐｈｏｎｅ”和“Ａｐｐｌｅ”，显 然 对 于ＳＴ２，
“Ｐｈｏｎｅ”不是一个正确的概念．

为更好地描述概念与短文本之间的关联强度，本文提出了ＣＴｏＳＴ学习策略．对元素个数为ｍ 的

概念集Ｃ＝｛ｃ１，ｃ２，…，ｃｍ｝，其对应的词向量可表示为ＣＶ∈瓗ｍ×ｄ，短文本ＳＴ 对应的词向量表示为

ＳＴ∈瓗ｓｔ×ｄ，其中：ｄ为词向量维度；ｓｔ为短文本ＳＴ 中词的个数．则概念ｃｉ 与短文本ＳＴ 的关联强度

值可表示为

ｃｏｒｒｉ＝ｇ（Ｗ（ＣＶｉ·ＳＴ）Ｔ＋ｂ）， （１）

其中：ｇ为非线性函数；参数Ｗ∈瓗ｓｔ，ｂ∈瓗ｓｔ．
进一步，为规范化关联强度值，本文采用Ｓｏｆｔｍａｘ算子作用于式（１），最终的关键强度值可表示为

ｆ＿ｃｏｒｒｉ＝Ｓｏｆｔｍａｘ（ｃｏｒｒｉ）＝
ｅｘｐ｛ｃｏｒｒｉ｝

∑
ｍ

ｋ＝１
ｅｘｐ｛ｃｏｒｒｋ｝

． （２）

因此，短文本ＳＴ 的概念级分布式表示可描述为

ｆ＿ｃｏｒｒ１×ＣＶ１
ｆ＿ｃｏｒｒ２×ＣＶ２



ｆ＿ｃｏｒｒｍ×ＣＶｍ

烄

烆

烌

烎

．

１．３　稀疏自编码策略

ＩＣＮＮＳＴＣＭ模型中两个全连接层之间的自编码特性是通过增加一个隐含的第三层作为输出层实

现的，如图２所示．在图２所示的三层网络中，尝试学习一个ｈＷ，ｂ（Ｘ）≈Ｘ 的恒等函数，从而使得Ｌ３
层的输出Ｘ^ 近似等于输入Ｘ．
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图２　稀疏自编码全连接层

Ｆｉｇ．２　Ｓｐａｒｓｅ　ａｎｄ　ｓｅｌｆ－ｃｏｄｉｎｇ　ｆｕｌｌ　ｃｏｎｎｅｃｔｉｏｎ　ｌａｙｅｒ

令ａ（１）＝Ｘ 作 为 输 入 层 的 激 活 值，则 在 给 定

第ｎ层 的激活值 后，第（ｎ＋１）层 的 激 活 值 可 按 下

式获得：

ｚ（ｎ＋１）＝Ｗ（ｎ）ａ（ｎ）＋ｂ（ｎ）， （３）

ａ（ｎ＋１）＝ｆ（ｚ（ｎ＋１））， （４）
其中ｆ为非线性激活函数．

为了使网络学习到更有趣的数据特征，本文在

自编码网络上 增 加 了 稀 疏 性 限 制．令ａ（２）
ｊ （Ｘ）表 示

在给定输入Ｘ 的情况下，Ｌ２ 层网络节点ｊ的激活

度，则节点ｊ的平均活跃度可表示为

ρ^ｊ＝
１
ｍ∑

ｍ

ｉ＝１

［ａ（２）
ｊ （Ｘ）］， （５）

其中ｍ 表示数据的个数．进一步，令ρ^ｊ＝ρ（ρ通常是一个接近于０的稀疏性参数值），以保证网络中大

部分节点的活跃度接近于０．为了实现这种限制，本文在优化目标函数中增加了一个基于相对熵的正

则化项，两个变量ρ和ρ^ｊ 之间的相对熵可表示为

ＫＬ（ρ‖^ρｊ）＝ρｌｇρρ^ｊ
＋（１－ρ）ｌｇ

１－ρ
１－^ρｊ

． （６）

令Ｊ（Ｗ，ｂ）表示全连接网络的目标函数，则增加稀疏性约束后网络的优化函数为

Ｊｓｐａｒｓｅ（Ｗ，ｂ）＝Ｊ（Ｗ，ｂ）＋β∑
ｓ２

ｊ＝１
ＫＬ（ρ‖^ρｊ）， （７）

其中ｓ２ 表示Ｌ２ 层中节点的个数．
１．４　算法描述

算法１　稀疏自编码算法．
输入：池化层输出特征向量Ｘ；
输出：Ｌ２ 自编码层参数，包括权重矩阵Ｗ１、偏置ｂ１、Ｌ２ 层输出特征向量ａ（２）；

初始化：随机设置Ｌ２，Ｌ３ 层权重矩阵Ｗ１，Ｗ２ 和偏置ｂ１，ｂ２；
步骤１）设迭代次数ｉｔｅｒ＝０；

步骤２）根据式（３）和式（４）计算Ｌ２，Ｌ３ 层激活值ａ（２），ａ（３）；

步骤３）ｈＷ，ｂ（Ｘ）＝ａ（３）；

步骤４）Ｊ（Ｗ，ｂ）＝‖ｈＷ，ｂ（Ｘ）－Ｘ‖２；
步骤５）根据式（５）计算ρ^；
步骤６）根据式（６）计算相对熵；

步骤７）根据式（７）计算Ｊｓｐａｒｓｅ（Ｗ，ｂ）；
步骤８）误差反向传播优化参数ｆｉｎｅ－ｔｕｎｉｎｇ；
步骤９）ｉｔｅｒ＋＋；
步骤１０）如果ｉｔｅｒ＜１　０００，则返回步骤２）．

１．５　模型实现

本文的模型、相关 实 验 均 基 于Ｐｙｔｈｏｎ语 言 及 ＴｅｎｓｏｒＦｌｏｗ框 架 实 现，并 可 以 同 时 支 持ＣＰＵ和

ＧＰＵ．模型参数的选取：短文本包含字符的长度ｌ＝５１２，对于长度超出５１２个字符的短文本将被丢弃，
字符级分布式表示采用Ｏｎｅ－Ｈｏｔ编码；词向量采用 Ｗｏｒｄ２ｖｅｃ工具，并基于Ｐｙｔｈｏｎ库Ｇｅｎｓｉｍ　ＡＰＩ实

现，词向量 维 度 值ｄ＝２００；非 线 性 函 数ｇ 选 取Ｓｏｆｔｍａｘ；卷 积 核 宽 度 ｗｉｄｔｈ为３，４，５，并 分 别 对 应

１００个卷积节点；卷积层及全连接层非线性激活函数ｆ选取Ｓｉｇｍｏｄ；稀疏性参数ρ＝０．１；第二个全连

接层中节点的个数ｓ２＝１　０２４；ｂａｔｃｈ＿ｓｉｚｅ＝５０，迭代次数ｅｐｏｃｈｓ＝２５；分类器选择Ｓｏｆｔｍａｘ模型，模型

训练采用Ａｄａｍ优化算法．
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２　实验分析

２．１　数据集

实验采用的标准短文本语料库均可通过下列开源网站获得：

１）ＭＲＤ（ｈｔｔｐ：／／ｗｗｗ．ｃｓ．ｃｏｒｎｅｌｌ．ｅｄｕ／ｐｅｏｐｌｅ／ｐａｂｏ／ｍｏｖｉｅ－ｒｅｖｉｅｗ－ｄａｔａ）影 片 评 论 数 据 集，其 中 每

个句子是用户对影片的一条评论，有正、反面两种属性标签；

２）ＳＳＴ（ｈｔｔｐ：／／ｎｌｐ．ｓｔａｎｆｏｒｄ．ｅｄｕ／ｓｅｎｔｉｍｅｎｔ／）情感分析数据集，是 ＭＲＤ数据集的扩展，共有５种

属性标签，分别为ｖｅｒｙ　ｐｏｓｉｔｉｖｅ，ｐｏｓｉｔｉｖｅ，ｎｅｕｔｒａｌ，ｎｅｇａｔｉｖｅ，ｖｅｒｙ　ｎｅｇａｔｉｖｅ；

３）ＴＲＥＣ（ｈｔｔｐ：／／ｃｏｇｃｏｍｐ．ｃｓ．ｉｌｌｉｎｏｉｓ．ｅｄｕ／Ｄａｔａ／ＱＡ／ＱＣ／）问题属性分析数据集，问题类别共有６
种（ａｂｏｕｔ　ｐｅｒｓｏｎ，ｌｏｃａｔｉｏｎ，ｎｕｍｅｒｉｃ　ｉｎｆｏｒｍａｔｉｏｎ，ｅｔｃ），将问题与类别进行匹配；

４）ＣＲ（ｈｔｔｐ：／／ｗｗｗ．ｃｓ．ｕｉｃ．ｅｄｕ／～ｌｉｕｂ／ＦＢＳ／ｓｅｎｔｉｍｅｎｔ－ａｎａｌｙｓｉｓ．ｈｔｍｌ）顾客意见数据集，是关于商

品正、反面的二元分类数据集．
短文本数据集的相关信息及参数列于表１，其中：Ｃ为目标类别数；Ｌ 为平均句子长度；Ｎ 为数据

集规模；Ｖ 为词汇量规模；Ｔｅｓｔ为测试机规模；ＣＶ为十折交叉验证拆分数据集．
表１　数据集的参数

Ｔａｂｌｅ　１　Ｐａｒａｍｅｔｅｒｓ　ｏｆ　ｄａｔａｓｅｔ

数据集 Ｃ　 Ｌ　 Ｎ　 Ｖ　 Ｔｅｓｔ
ＭＲＤ　 ２　 ２０　 １０　６６２　 １８　７６５ ＣＶ
ＳＳＴ　 ５　 １８　 １１　８５５　 １７　８３６　 ２　２１０
ＴＲＥＣ　 ６　 １０　 ５　９５２　 ９　５９２　 ５００
ＣＲ　 ２　 １９　 ３　７７５　 ５　３４０ ＣＶ

２．２　卷积核宽度对模型的影响

图３　不同宽度组合对分类精度的影响

Ｆｉｇ．３　Ｉｎｆｌｕｅｎｃｅ　ｏｆ　ｄｉｆｆｅｒｅｎｔ　ｗｉｄｔｈ　ｃｏｍｂｉｎａｔｉｏｎｓ

ｏｎ　ｃｌａｓｓｉｆｉｃａｔｉｏｎ　ａｃｃｕｒａｃｙ

卷积层是卷积神经网络中最重要的结构，通过

卷积核与输入数据的局部感受野进行卷积运算，提

取数字特征．卷积核的维度对所提取特征的粒度有

影响，进而影响模型的分类精度．
组合不同窗口大小的卷积核，并在短文本数据

集上进行分类实验，结果如图３所示，其中：［３］表
示卷积核的宽度为３，即一次卷积过程可覆盖３个

词汇或者字符；［３，４］表示卷 积 层 含 有 宽 度 分 别 为

３，４的卷积核 组 合；［３，４，５］表 示 卷 积 层 含 有 宽 度

分别为３，４，５的卷积核组合．由图３可见，随着窗

口组合数的增 加，卷 积 层 可 提 取 不 同 粒 度 的 特 征，
从而学习到更丰富的抽象特征表示，进而提高了分

类精度．当固定窗口组合数时，通过改变卷积核的宽度进行实验，结果列于表２．由表２可见，在卷积

核宽度组合为［３，４，５］时，模型取得了分类精度的极值．
表２　卷积核宽度对分类精度的影响

Ｔａｂｌｅ　２　Ｉｎｆｌｕｅｎｃｅ　ｏｆ　ｗｉｄｔｈｓ　ｏｆ　ｃｏｎｖｏｌｕｔｉｏｎ　ｋｅｒｎｅｌ　ｏｎ　ｃｌａｓｓｉｆｉｃａｔｉｏｎ　ａｃｃｕｒａｃｙ

数据集 ［１，２，３］ ［２，３，４］ ［３，４，５］ ［４，５，６］ ［５，６，７］

ＭＲＤ　 ８３．５　 ８４．４　 ８４．６　 ８４．２　 ８３．０

ＳＳＴ　 ４７．５　 ４９．３　 ５１．７　 ４８．５　 ４７．２

ＴＲＥＣ　 ９２．１　 ９３．１　 ９４．７　 ９３．４　 ９２．８

ＣＲ　 ８４．２　 ８４．６　 ８５．８　 ８５．２　 ８４．８

　　注：［ｉ，ｊ，ｋ］表示卷积层含有宽度分别为ｉ，ｊ，ｋ的卷积核组合．
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２．３　池化层Ｋ 值选取对模型的影响

ＩＣＮＮＳＴＣＭ模型池化层采用Ｋ－Ｍａｘ策略选择卷积层较大的Ｋ 个特征值，并保留其相对 顺 序．
Ｋ 值 选取对模型泛化误差的影响如图４所示．由图４可见，Ｋ 值选取通常与短文本数据的平均长度有

关，对平均词汇长度为１８，１９，２０的数据集ＳＳＴ，ＣＲ，ＭＲＤ，Ｋ＝１５时模型取得的泛化误差值最低，而对

平均词汇长度为１０的数据集ＴＲＥＣ，Ｋ＝８时模型的分类精度最高．当Ｋ 值较低时，模型通常不能保留

足够多的特征信息，而当Ｋ 值较大时，模型通常表现为过拟合状态，从而均导致模型的分类精度较低．

图４　Ｋ 值对模型泛化误差的影响

Ｆｉｇ．４　Ｉｎｆｌｕｅｎｃｅ　ｏｆ　Ｋｖａｌｕｅｓ　ｏｎ　ｇｅｎｅｒａｌｉｚａｔｉｏｎ　ｅｒｒｏｒ　ｏｆ　ｍｏｄｅｌ

２．４　概念特征表示对模型的影响

本文在短文本字符级和词汇级分布式表示的基础上提出了概念级分布式表示，利用外部标准知识

库为模型增加先验知识，进一步丰富了短文本的特征描述．ＩＣＮＮＳＴＣＭ模型在不同通道输入情况下的

分类精度结果列于表３．ＩＣＮＮＳＴＣＭ－２模型采用２通道输入，即短文本的字符级和词汇级分布式表示，

而ＩＣＮＮＳＴＣＭ－３模型则增加了短文本的概念特征分布式表示．由表３可见，利用先验知识为模型增加

概念特征表示，在一定程度上可提高分类的精确度；此外，采用不同的外部标准知识库对模型分类精

度也存在一定的影响，知识库ＹＡＧＯ［１５］整体上优于ＦｒｅｅＢａｓｅ［１６］．
表３　概念分布式表示对模型分类精度的影响

Ｔａｂｌｅ　３　Ｉｎｆｌｕｅｎｃｅ　ｏｆ　ｃｏｎｃｅｐｔ　ｄｉｓｔｒｉｂｕｔｅｄ　ｒｅｐｒｅｓｅｎｔａｔｉｏｎ　ｏｎ　ｃｌａｓｓｉｆｉｃａｔｉｏｎ　ａｃｃｕｒａｃｙ　ｏｆ　ｍｏｄｅｌ

数据集
ＹＡＧＯ

ＩＣＮＮＳＴＣＭ－２ ＩＣＮＮＳＴＣＭ－３
ＦｒｅｅＢａｓｅ

ＩＣＮＮＳＴＣＭ－２ ＩＣＮＮＳＴＣＭ－３
ＭＲＤ　 ８３．９　 ８４．６　 ８３．１　 ８４．２
ＳＳＴ　 ４８．５　 ４９．８　 ５０．７　 ５１．７
ＴＲＥＣ　 ９３．０　 ９４．７　 ９２．８　 ９３．２
ＣＲ　 ８４．６　 ８５．８　 ８４．０　 ８４．６

２．５　稀疏性对模型的影响

好的特征具有可区分性［１７］．为进一步减少特征表示的冗余信息，通过在ＩＣＮＮＳＴＣＭ 模型自编码

层增加稀疏性约 束，以 获 取 输 入 数 据 的 低 维 空 间 表 示．本 文 对 稀 疏 性 概 念 解 释 为：对 于 激 活 函 数

Ｓｉｇｍｏｄ，神经元输出接近１时表示该节点被激活，输出接近０时表示该节点被抑制，且同一时刻自编

码层大部分节点处于被抑制状态．稀疏性对模型的影响如图５所示．由图５可见，稀疏特征表示的有效
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图５　稀疏性对模型分类精度的影响

Ｆｉｇ．５　Ｉｎｆｌｕｅｎｃｅ　ｏｆ　ｓｐａｒｓｉｔｙ　ｏｎ　ｃｌａｓｓｉｆｉｃａｔｉｏｎ

ａｃｃｕｒａｃｙ　ｏｆ　ｍｏｄｅｌ

性通常与短文本数据的平均长度有关，对平均词汇

长度为１８，１９，２０的数据集ＳＳＴ，ＣＲ，ＭＲＤ，增加稀

疏自编码层可有效降低分类模型的泛化误差，而对

平均词汇长度 为１０的 数 据 集 ＴＲＥＣ，由 于 语 料 的

冗余特征较少，增加稀疏约束导致模型无法提取足

够多的特征信息，从而降低了模型的分类精度．
２．６　ＩＣＮＮＳＴＣＭ模型的两种变型

ＩＣＮＮＳＴＣＭ模型采 用 字 符 级、词 汇 级 和 概 念

级分布式表示作为多通道输入，针对词汇级分布式

表示，即词向量是否作为模型优化的参数，本文将

模型分为如下两种变型．
１）ＩＣＮＮＳＴＣＭ－ｓｔａｔｉｃ：词向量在模型训练过程中保持不变，不作为模型调参的变量；

２）ＩＣＮＮＳＴＣＭ－ｄｙｎａｍｉｃ：词向量在模型训练过程中进行调优，作为模型调参的变量．
在 ＭＲＤ数据集上，本文统 计 了 两 种 变 型 在 迭 代 调 优 中 泛 化 误 差 下 降 及 分 类 精 度 上 升 的 收 敛 过

程，分别如图６和图７所示．由图６和图７可见：由于ＩＣＮＮＳＴＣＭ－ｓｔａｔｉｃ在训练过程中优化的参数较

少，故其收敛速度高于ＩＣＮＮＳＴＣＭ－ｄｙｎａｍｉｃ模型．此外，通过使用与分类问题相关的数据集对词向量

进行调优，可提高词向量对数据集的表征能力，从而提高了模型的分类精度．

图６　两种模型泛化误差下降速度对比

Ｆｉｇ．６　Ｃｏｍｐａｒｉｓｏｎ　ｏｆ　ｄｅｓｃｅｎｔ　ｓｐｅｅｄ　ｏｆ　ｇｅｎｅｒａｌｉｚａｔｉｏｎ

ｅｒｒｏｒ　ｂｅｔｗｅｅｎ　ｔｗｏ　ｍｏｄｅｌｓ

图７　两种模型分类精度上升速度对比

Ｆｉｇ．７　Ｃｏｍｐａｒｉｓｏｎ　ｏｆ　ｒｉｓｉｎｇ　ｓｐｅｅｄ　ｏｆ　ｃｌａｓｓｉｆｉｃａｔｉｏｎ

ａｃｃｕｒａｃｙ　ｂｅｔｗｅｅｎ　ｔｗｏ　ｍｏｄｅｌｓ

２．７　对比实验

下面通过与几种成熟的短文本分类模型进行对比，验证ＩＣＮＮＳＴＣＭ 模型的有效性，实验结果列

于表４．ＩＣＮＮＳＴＣＭ采用多通道分布式输入，充分提取不同粒度的数字特征，并通过使用与分类问题

相关的数据集对词向量进行调优，提高了对于输入短文本的表示能力．此外，在全连接层增加的稀疏

自编码策略，在利用近似恒等关系保持特征有效性不变的情况下，通过组合所提取的特征，进一步学

习输入数据内部的相关性．实验结果表明，ＩＣＮＮＳＴＣＭ模型在数据集上均取得了较理想的分类效果，

实验结果优于目前已有的大部分分类模型．
表４　ＩＣＮＮＳＴＣＭ模型与其他模型性能对比

Ｔａｂｌｅ　４　Ｐｅｒｆｏｒｍａｎｃｅ　ｃｏｍｐａｒｉｓｏｎ　ｂｅｔｗｅｅｎ　ＩＣＮＮＳＴＣＭ　ｍｏｄｅｌ　ａｎｄ　ｏｔｈｅｒ　ｍｏｄｅｌｓ

模型　　　　 ＭＲＤ　 ＳＳＴ　 ＴＲＥＣ　 ＣＲ
ＩＣＮＮＳＴＣＭ－ｓｔａｔｉｃ　 ８３．５　 ４８．１　 ９１．６　 ８４．２
ＩＣＮＮＳＴＣＭ－ｄｙｎａｍｉｃ　 ８４．６　 ５１．７　 ９４．７　 ８５．８
ＣＮＮ－ｎｏｎ－ｓｔａｔｉｃ［１２］ ８１．５　 ４８．０　 ９３．６　 ８４．３
ＣＮＮ－ｍｕｌｔｉｃｈａｎｎｅｌ［１２］ ８１．１　 ４７．４　 ９２．２　 ８５．０
ＤＣＮＮ［１３］ ４８．５　 ９３．０
ＳＶＭｓ［１８］ ９５．０
Ｐａｒａｇｒａｐｈ－Ｖｅｃ［１９］ ４８．７

９２９　第４期 　　　　　　高云龙，等：基于改进卷积神经网络的短文本分类模型 　　　



　　综上所述，本文提出了一种ＩＣＮＮＳＴＣＭ 模型，并通过相关实验证明了ＩＣＮＮＳＴＣＭ 模型在处理

短文本分类问题上的有效性．
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