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基于改进强化学习的多无人机协同对抗算法研究
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摘要：多无人机的作战协同研究内容主要包含飞行协同、侦察协同及干扰协同，随着无人机数量及协同决策内容的

增加，多智能体强化学习模型的状态空间及动作空间维度呈指数增长，多智能体强化学习算法在训练中不易收敛，
协同决策水平难以得到显著提升。 采用并对多智能体深度确定性策略梯度（ＭＡＤＤＰＧ）算法原理进行模型构建，在
此基础上提出了一种选择性经验存储策略的多智能体深度确定性策略梯度（ＳＥＳ⁃ＭＡＤＤＰＧ）算法。 该算法通过设置

回收存储标准以及选择性因子，对进入经验池的经验进行选择性存储，以缓解奖励稀疏的问题。 仿真实验表明，在
保证算法时间复杂度的前提下，ＳＥＳ⁃ＭＡＤＤＰＧ 算法比其他强化学习算法有了更好的收敛效果，相较于 ＭＡＤＤＰＧ 算

法，任务完成率提高了 ２５． ４２７％ 。
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０　 引言

近年来，随着以机器学习为代表的人工智能技术的进一

步突破，无人控制系统领域飞速发展［１］ ，无人机和无人车广

泛应用于物流配送［２］ 、航拍［３］ 、电力检修、工厂车间运输和军

事侦察［４］ 。 特别是在军事应用领域，各国都致力于研究控制

无人机自主决策执行特定任务［５］ 。 到目前为止，在自主决策

空战算法研究领域，有 ３ 个主要研究方向：① 采用数学求解

法，这个方法自从 ２０ 世纪 ６０ 年代就已经被提出，但是早年

研究的任务较为简单，对于目前的复杂任务而言，具有很大

的局限性，除此以外，这种方法需要严格的数学推导证明和

复杂的数学模型。 ② 机器搜索方法［６］ ，典型的方法有蒙特

卡洛搜索［７］ 、决策树等，该类算法根据无人机所面对的不同

情形进行态势评估并对威胁目标进行排序［８］ ，最后根据评估

结果和威胁目标排序进行动作决策［９］ ，机器搜索方法的核心

在于专家经验，所以要求研究人员具有很强的战场经验，模
型泛化能力较弱，且难以应对复杂多变的战场情况。 ③ 处

于研究前沿的深度强化学习方法，利用智能体的不断试错提

升动作决策水平。
２０１３ 年 ＤｅｅｐＭｉｎｄ 发表了一篇利用强化学习算法玩

Ａｔａｒｉ 游戏的论文，强化学习真正意义走上了大众舞台。
不同于监督学习，强化学习不需要大量已标记的数据，

只需通过与环境交互进行大量的强化训练［１０］ 。 当面对不同

的环境状态，智能体会根据算法选择不同的动作，环境会根

据所做的动作更新下一个环境状态，同时还会根据不同的动

作给予智能体一个奖励值。 智能体训练的目标就是使得总

奖励值最大，经过大量的训练，智能体将一步步优化决策策

略。 深度强化学习是强化学习的进一步发展，是与深度学习

的有机结合。 利用神经网络拟合策略函数或者价值函数，从
而达到控制要求。 相较于强化学习，深度强化学习更能胜任

连续动作和复杂的任务［１１］ 。
现如今，强化学习逐步应用于游戏、自动驾驶决策、推荐

算法等领域。 根据环境中智能体的数量，强化学习划分为单

智能体强化学习和多智能体强化学习［１２］ 。 单智能体强化学

习是指环境中只有一个智能体需要进行动作决策，ＡｌｐｈａＧｏ
就是典型的单智能体算法。 由于环境中只有一个智能体进

行决策，状态转移简单，控制相对容易。 无人机群协同自主

对抗属于多智能体强化学习，环境中存在多个智能体，竞争

关系、合作关系以及合作竞争关系等复杂的关系存在于各个

智能体之间。 随着智能体数量的增加以及智能体之间的复

杂关系让强化学习任务变得愈发困难。 目前主流的单智能

体强化学习算法包括 ＤＱＮ［１３］ 、ＤＤＰＧ［１４］ 、ＰＰＯ［１５］ 、Ａ３Ｃ［１６］ 等，
主流的多智能体强化学习算法包括 ＭＡＤＤＰＧ［１７］ 、ＱＭＩＸ［１８］ 、
ＶＤＮ［１９］等。

目前强化学习技术在无人机自主决策领域被广泛研究，
在多无人机协同搜索、路径规划和编队控制等研究中，已经

获得了不俗的成果［２０］ 。
文献［２１］提出了一种基于深度强化学习的任务动态分

配方法。 该方法使无人机进行实时交互，对任务执行的优先

级顺序和执行时间加以约束，提高了有限时间内总体的任务

完成度。 文献［２２］提出一种基于深度确定性策略梯度算法

的改进算法，提高了算法训练速度以及无人机在导航过程中

对环境的适应能力。 文献［２３］提出了一种多机协同空战决

策流程框架，该框架提高了在多架无人机协同对抗场景下智

能体间的协同程度。
结合现有的成熟算法研究以及目前所遇到的工程项目

难题，发现现有算法在工程应用中存在了以下的不足之处：
１） 随着实验环境中无人机数量的增加，算法适应能力

下降，任务完成度低，且精度不高。
２） 状态空间和动作空间过于庞大，经验回收池中有效

经验较少，有时候会出现不收敛的问题。
３） 训练时间过长，且收敛效果不理想。
针对目前算法的不足之处和实际的工程项目需求，作者

在现有多智能体算法 ＭＡＤＤＰＧ 的基础上，在经验存储过程

中引入了选择性经验存储机制，设置经验回收标准以及选择

性因子。 并根据实际任务环境合理设定奖励函数，最后通过

仿真验证，证明了改进后的算法相较其他强化学习算法，在
保证算法时间复杂度的前提下，有了更好的收敛效果。

１　 任务描述及模型建立

１． １　 任务描述

红蓝双方展开军事对抗仿真，红方出动无人机集群，无
人机具有侦察和干扰功能，蓝方阵地布设雷达、空中预警机

和防空导弹发射系统。 红方的任务为出动无人机集群对蓝

方雷达进行协同侦察，确定蓝方雷达位置，并对雷达进行协

同干扰，掩护后方轰炸机进入投弹区域。 无人机群自主决策

飞行路线，自主分派干扰任务，并快速完成既定任务要求。
蓝方的任务为阻挡红方的进攻并保护指挥部，在指挥部周围

布设地面雷达和火力打击系统，并在空中布设预警机一架，
围绕蓝方阵地进行飞行预警。 场景示意图如图 １ 所示。

１３２张　 磊，等：基于改进强化学习的多无人机协同对抗算法研究
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图 １　 对抗过程示意图

Ｆｉｇ． １ Ｓｃｈｅｍａｔｉｃ ｄｉａｇｒａｍ ｏｆ ｔｈｅ ｃｏｎｆｒｏｎｔａｔｉｏｎ ｐｒｏｃｅｓｓ

１． ２　 模型建立

１． ２． １　 红方模型的建立

红方无人机群在执行任务时，受到包含风力、天气状况、
地形地貌等自然因素的影响，以及蓝方防空雷达、预警机以

及地面火力单元的威胁。 构建智能体训练环境所需的计算

模型概述如下。
红方无人机侦察到蓝方雷达信号的概率为：

Ｐ ＝ １ － ｅｘｐ － Ｃ ∫ｔ１
ｔ０
［（ｘｔ － ξ） ２ ＋ （ｙｔ － ζ） ２］ －２ｄｔ{ } （１）

式中：ξ 为目标的横坐标；ζ 为目标的纵坐标。 该公式表示在

时间（ ｔ０，ｔ１）内发现目标的概率。
１． ２． ２　 蓝方模型的建立

蓝方地面雷达侦察到红方的概率：当目标进入到雷达的

探测区域后，雷达不一定发现目标，目标只是存在一定的概

率会被发现。 这个概率取决于雷达与目标发生直接的能量

接触。 一般而言，雷达的技术性能、目标的反射面积、目标的

飞行高度与距离、雷达阵地（天线）高度等是影响目标被发现

的主要概率。 通常雷达有多种工作方式，为讨论方便，这里

仅针对雷达的慢速扫描和快速扫描进行讨论［２４］ 。
１） 雷达慢速扫描。
当雷达慢速扫描时，可将雷达对目标的探测视为离散观

察，此时雷达的发现概率 ＰＤ 为：

ＰＤ ＝ １ － ∏
ｍ

ｉ ＝ １
（１ － Ｐｄｉ） （２）

式中：ｍ 为在持续搜索时间 ｔ 时间段内，雷达与探测目标的接

触次数，可按式（３）计算；Ｐｄｉ（１≤ｉ≤ｍ）为第 ｉ 次与目标接触

时的发现概率。
ｍ ＝ 「 ｔ ／ ｔｓｅａｒｃｈ⌉ （３）

式中，ｔｓｅａｒｃｈ为雷达的周期［２４］ 。
在无电子干扰条件下，Ｐｄｉ（１≤ｉ≤ｍ）的计算表达式为：

Ｐｄｉ ＝ ｎ０ＳＮｉ ＋ １
ｎ０ＳＮｉ

( )
ｎ－１

ｅｘｐ －
Ｙ０

ｎ０ＳＮｉ ＋ １{ } （４）

式中：ｎ０ 为一次扫描的脉冲累积数；ＳＮｉ为第 ｉ 次与目标接触

时单个脉冲的信噪比［２４］ 。
２） 雷达快速扫描。
当雷达快速扫描时，可视为连续观察，在无干扰的情况

下，雷达对点目标的发现概率为：

Ｐ ＝ １ － ｅｘｐ － Ｃ ∫ｔ
０
Ｒ（ ｔ） －４ｄｔ{ } （５）

　 　 记 Ｕ ＝ Ｃ ∫ｔ
０
Ｒ（ ｔ） －４ｄｔ 为发现势，则到 ｔ 时刻，雷达到目标

探测区的发现势为：

Ｕ ＝ ∫ｔ
０
ＣＲ（ ｔ） －４ｄｔ ＝ Ｃ ∫ｔ

０
［Ｘ２

０ ＋ （ｙ０ ＋ Ｖδ ｔ） ２］ －２ｄｔ （６）

　 　 令 ｙ０ ＋ Ｖδ ｔ ＝ Ｘ０ ｔａｎϕ，则

Ｕ（Ｘ０） ＝ Ｃ
ＶδＸ３

０
∫ϕ
ϕ０
ｃｏｓ２ϕｄϕ ＝

Ｃ
２ＶδＸ３

０
（ϕ － ϕ０） ＋ １

２ （ｓｉｎ２ϕ － ｓｉｎ２ϕ０）[ ] （７）

　 　 在该段上发现目标的概率为：
ＰＸ０ ＝ １ － ｅ －Ｕ（ｘ０） （８）

　 　 单发防空导弹打击的概率为：

Ｐ ＝ １ － ｅｘｐ αＷβ
ｄ

σβ
ｄ

{ } （９）

式中：Ｗｄ 为导弹的战斗部质量；σｄ 为没有干扰情况下导弹

精度误差的均方差值；α、 β、γ 为比例系数，在此 α 取 ０． ６，β
取 ０． ５，γ 取 ０． ７。

２　 ＭＡＤＤＰＧ 算法与 ＳＥＳ⁃ＡＤＤＰＧ 算法

２． １　 ＭＡＤＤＰＧ 算法

多智能体强化学习以马尔科夫决策过程（ＭＤＰ）作为算

法的研究基础，可以利用一个高维元组（Ｓ，Ａ１，…，Ａｎ，Ｒ１，…，
Ｒｎ，Ｐ，γ）进行描述。 其中 Ｓ 是马尔科夫决策过程的状态集

合，ｎ 代表智能体的数量，Ａ１，…，Ａｎ 代表各个智能体所选择

的动作，Ｒ１，…，Ｒｎ 代表每个智能体的收到环境给予的奖励

回报，Ｐ 代表状态的转移函数，γ 代表折扣率。
多智能体深度确定性策略梯度（ｍｕｌｔｉ⁃ｇｅｎｔ ｄｅｅｐ ｄｅｔｅｒ⁃

ｍｉｎｉｓｔｉｃ ｐｏｌｉｃｙ ｇｒａｄｉｅｎｔ，ＭＡＤＤＰＧ）算法是 ＯｐｅｎＡＩ 团队在 ２０１７
年提出的专门用来解决多智能体问题的算法，该算法可应用

于合作、竞争以及竞争合作等多种环境场景下。 它可以使多

个智能体在高维度、动态化环境下通过智能体之间的通信以

及智能体与环境之间的交互。 能够使得多个智能体协同决

策完成较为复杂的任务，是分布式计算方法在多智能体领域

的优秀应用。 除此之外，还能利用其他智能体的观测信息进

行集中训练。 训练过程采用集中训练，分散执行（ｃｅｎｔｒａｌｉｚｅｄ
ｔｒａｉｎｉｎｇ ｗｉｔｈ ｄｅｃｅｎｔｒａｌｉｚｅｄ ｅｘｅｃｕｔｉｏｎ）的算法思想［１７］ 。

ＭＡＤＤＰＧ 是单智能体强化学习算法在多智能体领域的

扩展，系统中的每个智能体都采用 ＤＤＰＧ 框架，每个网络学

习策略函数 （ ｐｏｌｉｃｙ） πａｃｔｏｒ 和动作价值函数 （ ａｃｔｉｏｎ ｖａｌｕｅ）
Ｑｃｒｉｔｉｃ；同时具有目标网络（ ｔａｒｇｅｔ ｎｅｔｗｏｒｋ），用 Ｑ⁃ｌｅａｒｎｉｎｇ 算法

的异策略（ｏｆｆ⁃ｐｏｌｉｃｙ）学习。 Ｑ 值计算公式为：
Ｑ ＝ Ｑ（ ｓｔ，ａ１，ａ２，…，ａｎ，θ） （１０）

　 　 每个智能体都有一个 Ａｃｔｏｒ 和 Ｃｒｉｔｉｃ 网络，当训练 Ａｃｔｏｒ
网络时给予 Ｃｒｉｔｉｃ 更多的信息（其他智能体的观测信息以及

动作信息），而在测试时去掉 Ｃｒｉｔｉｃ 部分，使智能体在得到充

２３２ 兵 器 装 备 工 程 学 报 ｈｔｔｐ： ／ ／ ｂｚｘｂ． ｃｑｕｔ． ｅｄｕ． ｃｎ ／
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分的训练之后，可以只通过 Ａｃｔｏｒ 获取自己下一步的动作。
这种获取全局信息的训练策略，可以避免像 Ｑ⁃Ｌｅａｒｎｉｎｇ、Ｐｏｌｉ⁃
ｃｙ Ｇｒａｄｉｅｎｔ 等单智能体算法直接迁移到多智能体环境下，由
于只能获取自己的状态和动作，而产生的环境不稳定、经验

回放失效等问题。 ＭＡＤＤＰＧ 算法能够使得每个智能体所面

临的环境仍然可以视为稳定的，其原因为，系统的动力学模

型可以描述为：
Ｐ（ ｓ′ ∣ ｓ，ａ１，ａ２，…，ａｎ，π１，π２，…，πｎ） ＝

Ｐ（ ｓ′ ∣ ｓ，ａ１，…，ａｎ） ＝
Ｐ（ ｓ′ ∣ ｓ，ａ１，ａ２，…，ａｎ，π′１，π′２，…，π′ｎ） （１１）

因此，当 πｉ≠π′ｉ 时，整个环境仍然是稳定的。
利用 θ ＝ （θ１，θ２，…，θｎ）代表 ｎ 个智能体策略函数的参

数，用 π ＝ （π１，π２，…πｎ）表示 ｎ 个智能体的策略函数［２５］ 。
针对第 ｉ 个智能体，我们把累计奖励期望值定义为：

Ｊ（θ） ＝ Ｅ［Ｒｉ］ ＝ Ｅｓ ～ ｐπ，ａｉ ～ πθｉ ∑
∞

ｔ ＝ ０
γｔ ｒｉ，ｔ[ ] （１２）

式中：γｉ 为第 ｉ 个智能体的奖励； γ 为折扣率。
针对随机策略梯度，求解策略梯度的公式为：

▽θｉ ＝ Ｅｓ ～ Ｐπ，ａｉ ～ πθｉ
［▽θｉ ｌｎπｉ（ａｉ ∣ ｏｉ）Ｑμ

ｉ （ｘ，ａ１，ａ２，…，ａｎ）］

（１３）
式中：ｏｉ 为第 ｉ 个智能体的观测值；ｓ ＝ ［ｏ１，ｏ２，…，ｏｎ］为所观

测的向量，也就是状态。
Ｑπ

ｉ （ ｓ，ａ１，…，ａｎ）表示环境场景下第 ｉ 个智能体的集中

式的状态 －动作函数。 因为环境场景下的每个智能体都在

独立的学习各自的 Ｑπ
ｉ 函数，所以系统中每个智能体都会得

到各自的奖励函数（ｒｅｗａｒｄ ｆｕｎｃｔｉｏｎ），因此不仅可以完成合作

场景的任务，还能完成竞争场景下的任务。
针对每个智能体建立价值函数，解决了传统强化学习算

法在多智能体领域的不足［２６］ 。 其中 Ｄ 为一个经验存储池

（ｅｘｐｅｒｉｅｎｃｅ ｒｅｐｌａｙ ｂｕｆｆｅｒ），它由一条条经验组成，经验表示为

（ ｓ，ｓ′，ａ１，…，ａｎ，ｒ１，…，ｒｎ）。 式中，Ｓｔ ＝ （ｏｔ１，ｏｔ２，…，ｏｔｎ）表示在

ｔ 时刻环境内全部智能体的观测值集合，ａｔ
１，ａｔ

２，…，ａｔ
ｎ 表示 ｔ

时刻环境内全部智能体的动作集合，ｒｔ１，ｒｔ２，…，ｒｔｎ 表示 ｔ 时刻

所有智能体在执行完相应动作后获得的奖励，Ｓｔ ＋ １ ＝ （ ｏｔ ＋ １
１ ，

ｏｔ ＋ １
２ ，…，ｏｔ ＋ １

ｎ ）表示 ｔ ＋ １ 时刻所有智能体的观测值的集合。
集中式的 ｃｒｉｔｉｃ 的更新方法借鉴了 ＤＱＮ 中 ＴＤ 算法。

系统的损失函数定义为：
Ｌ（θｉ） ＝ Ｅｓ，ａ，ｒ，ｓ′［（Ｑμ

ｉ （ ｓ，ａ１，…，ａｎ） － ｙ） ２］ （１４）
式中：ｙ ＝ ｒｉ ＋ γＱμ′

ｉ （ ｓ′，ａ′１，…，ａ′ｎ） ａｊ ＝ μｊ（ｏｊ）
；Ｑμ

ｉ 为目标网络；
Ｑμ

ｉ μ′ ＝ ［ μ′１，μ′２，…，μ′ｎ ］ 为目标策略具有滞后更新的参

数 θ′ｊ。
对于 ａｃｔｏｒ 网络，参数的更新公式为：

θｕ ＝ θｕ ＋ αｕ▽θπＪ （１５）

▽θｘＪ ＝ １
Ｋ ∑

Ｋ

ｔ ＝ １
▽θππ（ｏ，θπ）▽Ｑ（ ｓ，ａ１，ａ２，…，ａｎ，θＱ）

（１６）
其中：θμ 为 ａｃｔｏｒ 网络的参数值；αμ 为 ａｃｔｏｒ 网络的学习率。
２． ２　 ＳＥＳ⁃ＭＡＤＤＰＧ 算法

选择性经验存储策略的多智能体深度确定性策略梯度

（ｓｅｌｅｃｔｉｖｅ ｅｘｐｅｒｉｅｎｃｅ ｓｔｏｒａｇｅ ｍｕｌｔｉ⁃ａｇｅｎｔ ｄｅｅｐ ｄｅｔｅｒｍｉｎｉｓｔｉｃｐｏｌｉ⁃
ｃｙ ｇｒａｄｉｅｎｔ，ＳＥＳ⁃ＭＡＤＤＰＧ）算法是 ＭＡＤＤＰＧ 算法的改进提

升。 经过前期仿真实验可知，随着环境系统内智能体的数量

增加，状态空间爆炸式扩张，导致算法训练时间延长，算法的

奖励值收敛缓慢或者收敛值不理想。 ＭＡＤＤＰＧ 算法流程中

存在经验池机制，智能体与环境交互产生的经验被存入经验

池中，经验池里的经验将会被二次抽取，重新用于训练。 经

验池无保留地存储了所有的经验，其中高质量的经验便于算

法的快速收敛，低质量的经验将不利于算法训练。 其中低质

量的经验占大多数，采用随机抽取将会抽取大量的低质量经

验，因此将会消耗了大量的训练时间。 前人研究者们为了改

善这种问题，提出了一种优先经验抽取的机制［２７］ ，该机制为

了抽出更好的经验，不再采用随机抽取，而是将进入经验池

的经验根据损失进行排序，损失越大，排序越靠前。 这种改

进可以优先抽取高质量经验，加快算法的收敛速度，但是该

机制存在时间复杂度较高的问题。 每当一条新的经验进入

经验池，该经验将会与经验池里的其他经验进行排序，排序

的时间复杂度较高，大大增加了系统开销。
一方面为了改善经验优先回放算法时间复杂度过高的

问题，另一方面需要控制经验池中经验的抽取。 除了控制抽

取的过程，还可以控制经验存储经验的过程。 在经验回收存

储时，并非无选择性地将交互产生的经验逐条存储至经验池

内，而是设立经验回收标准，回收标准的具体数值应该根据

奖励函数和实际问题进行设定。 对于每条经验里的奖励值

参量，对其求累积均值，当均值大于回收标准时，该条经验将

会被存入经验池中 ，当小于回收标准时，系统产生 ０ ～ １ 的随

机数，当随机数小于选择性因子时，该条经验将会被存入经

验池。 该经验选择机制，既保证了对低质量经验的过滤，又
避免了训练初期经验池内缺乏经验数据。 除此之外，该算法

实现简单，算法的时间复杂度为常数级别，有效地减轻了系

统的开销。 算法基本框架示意图如图 ２ 所示，ＳＥＳ⁃ＭＡＤＤＰＧ
算法示意图如图 ３ 所示。

图 ２　 基本算法框架示意图

Ｆｉｇ． ２ Ｓｃｈｅｍａｔｉｃ ｄｉａｇｒａｍ ｏｆ ｔｈｅ ｂａｓｉｃ ａｌｇｏｒｉｔｈｍ ｆｒａｍｅｗｏｒｋ

３３２张　 磊，等：基于改进强化学习的多无人机协同对抗算法研究
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图 ３　 ＳＥＳ⁃ＭＡＤＤＰＧ 算法示意图

Ｆｉｇ． ３ ＳＥＳ⁃ＭＡＤＤＰＧ ａｌｇｏｒｉｔｈｍ ｄｉａｇｒａｍ

　 　 算法的伪代码实现如下。
对超参数进行随机初始化

对价值网络和策略网络的参数进行随机初始化

对目标价值网络和目标策略网络的参数进行随机初

始化

初始化经验池 Ｄ 和动作噪声 Ｎｔ

ｆｏｒ ｅｐｉｓｏｄｅ ｆｒｏｍ １ ｔｏ ｎｕｍ＿ｅｐｉｓｏｄｅ ｄｏ：
对环境和所有智能体的状态集合进行随机初始化

ｆｏｒ ｓｔｅｐ ｆｒｏｍ １ ｔｏ ｍａｘ＿ｅｐｉｓｏｄｅ＿ｌｅｎｇｔｈ ｄｏ：
对于每个智能体进行动作选择，其中 ａｉ ＝ μθｉ（ｏｉ） ＋ Ｎｔ

执行动作 ａ ＝ （ａ１，…，ａｎ），环境给与奖励 ｒ，进入下一个

环境 ｓ′
获得到一条经验（ ｓ，ａ，ｒ，ｓ′）
ｉｆ （ ｒ ＞Ｗ ）：
存储经验进入经验池 Ｄ
ｅｌｓｅ：
ｉｆ（ ｒａｎｄｏｍ（０，１ ） ＜ β）：
存储经验进入经验池 Ｄ（其中 Ｗ 是回收标准，β 是选择

因子）
结束 ｉｆ 判断语句

结束 ｅｌｓｅ 判断语句

更新环境 ｓ←ｓ′
ｆｏｒ ａｇｅｎｔ ｆｒｏｍ １ ｔｏ ｎ ｄｏ：
从回收池随机抽取一条经验（ ｓ，ａ，ｒ，ｓ′）
根据目标评估网络计算每个动作的期望回报 ｙ
通过最小化损失更新 ｃｒｉｔｉｃ 网络的参数

Ｌ（θｉ） ＝ Ｅｓ，ａ，ｒ，ｓ′［（Ｑμ
ｉ （ ｓ，ａ１，…，ａｎ） － ｙ） ２］

使用随机梯度下降更新 ａｃｔｏｒ
结束（ａｇｅｎｔ） 循环

对于每个智能体更新目标网络参数

θＱ′ ＝ τθＱ ＋ （１ － τ）θＱ′

θπ′ ＝ τθπ
Ｉ ＋ （１ － τ）θπ′

结束（ｓｔｅｐ）循环

结束（ｅｐｉｓｏｄｅ）循环

３　 基于 ＳＥＳ⁃ＭＡＤＤＰＧ 的协同对抗算法

３． １　 状态空间的设计

本文中将无人机集群侦察、干扰敌方雷达的问题求解过

程抽象为序列化决策过程，将作战环境中每个无人机视为一

个智能体。 强化学习的训练目标是构造一个智能网络模型，
在每个状态都能做出决策，在避免被敌方发现的情况下，实
现对敌方雷达的侦察与干扰。 为了减少维度，训练环境在二

维空间内进行。
无人机群的状态空间分为 ２ 个部分：第一部分为环境状

态空间 Ｓ，代表了总体的环境状态；第二部分是智能体的观测

状态 Ｏ，代表了无人机自身的状态以及对环境的捕获数据。
分别如表 １ 和表 ２ 所示。

表 １　 环境状态空间

Ｔａｂｌｅ １ Ｅｎｖｉｒｏｎｍｅｎｔａｌ ｓｔａｔｅ ｓｐａｃｅ

字段 说明

雷达位置 地面雷达的坐标

雷达频率 地面雷达信号发射频率

雷达探测范围 雷达实时的探测距离

预警机位置 预警机的实时坐标

预警机探测范围 预警机实时探测距离

目标位置 打击目标的坐标

表 ２　 智能体观测状态空间

Ｔａｂｌｅ ２ Ａｇｅｎｔ ｏｂｓｅｒｖａｔｉｏｎ ｓｔａｔｅ ｓｐａｃｅ

字段 说明

位置 无人机的坐标

朝向 无人机飞行方向

速度 无人机的飞行速度

方向 无人机的定向侦察方向

强度 无人机的干扰强度

频段 无人机的干扰频段

续航 无人机剩余生命值

标志位 是否开启干扰

目标 已经定位到的雷达位置

３． ２　 动作空间的设计

为了减小动作空间的维度，对部分动作做了离散和简化

处理，具体动作可分为以下 ６ 个方面。 ① 飞行动作：无人机

的飞行动作可以选择前、后、左、右和悬停等 ５ 个飞行动作。
② 飞行速度：无人机的飞行速度可以选择低速、中速和高速

等 ３ 个飞行速度。 ③ 定向侦察方向：无人机的定向侦察方向

可以选择左前方、正前方和右前方等 ３ 个方向。 ④ 定向干扰

４３２ 兵 器 装 备 工 程 学 报 ｈｔｔｐ： ／ ／ ｂｚｘｂ． ｃｑｕｔ． ｅｄｕ． ｃｎ ／
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强度：无人机的定向干扰强度可以选择不开干扰、低强度、中
强度和高强度等 ４ 个强度。 ⑤ 干扰频段：无人机的干扰频段

可以选择低频段（０． ０３ ～ １ ＧＨｚ）、中频段（１ ～ １５ ＧＨｚ）和高

频段（１５ ～ ３０ ＧＨｚ）等 ３ 个频段。 ⑥ 干扰目标：无人机可以

选择 ７ 个雷达的任意一个，共有 ７ 个选择目标。
根据以上 ６ 个方面进行动作组合选择，可产生 ３ ７８０ 种

不同的动作，即为动作空间，所有的动作选择采用独热编码

格式。
３． ３　 奖励函数的设计

强化学习的目标是要获取最大的奖励值，根据任务场景

设定奖励值，将有利于完成任务的状态设置正奖励值，将不

利于完成任务的状态设置负奖励值。
由于无人机群之间需要协同完成任务，如果距离太远，

将无法完成通信，因此需要设置无人机之间的距离奖励。

Ｄ（ ｉ， ｊ） ＝ （ｘｉ － ｘ ｊ） ２ ＋ （ｙｉ － ｙ ｊ） ２ （１７）
式中：Ｄ（ ｉ， ｊ）为无人机 ｉ 和无人机 ｊ 之间的距离；（ｘｉ，ｙｉ）为无

人机 ｉ 的坐标；（ｘ ｊ，ｙ ｊ）为无人机 ｊ 的坐标。
无人机之间的距离奖励为：

Ｒ ＝
１００ × （ Ｃ

Ｄ － １）， Ｄ ＞ Ｃ

０， Ｄ ≤ Ｃ
{ （１８）

式中，Ｃ 为无人机之间的通信距离。
接近目标区域的奖励为：

Ｒ ＝
５００ ×

Ｄ蓝 － ｄｎｏｗ

ｄｌａｓｔ － Ｄ红

， ｄｎｏｗ ＞ Ｄ蓝 － ２

１００ × （１ －
ｄｎｏｗ

Ｄ蓝

）， 其他

ì

î

í

ï
ï

ïï

（１９）

式中：Ｄ蓝 代表蓝方雷达的探测距离；ｄｎｏｗ代表此时无人机与

蓝方雷达中心的距离；ｄｌａｓｔ代表上一时刻无人机与蓝方雷达

中心的距离；Ｄ红 代表无人机的探测距离。
被雷达发现的奖励为：

Ｒ ＝ － １０ （２０）
　 　 发现雷达的奖励为：

Ｒ ＝ ２０ （２１）
　 　 对雷达的干扰奖励为：

Ｒ ＝ １０００ × （１ －
Ｄ蓝ｎｏｗ

Ｄ蓝

） （２２）

式（２２）中：Ｄ蓝ｎｏｗ代表被干扰后雷达的探测距离；Ｄ蓝 代表雷

达最大的探测距离。
无人机被火力击落的奖励为：

Ｒ ＝ － １００ （２３）
　 　 开辟投弹区域的奖励为：

Ｒ ＝ ２００ （２４）

４　 仿真实验

４． １　 仿真环境介绍

为了验证由 ＳＥＳ⁃ＭＡＤＤＰＧ 算法控制的无人机集群在战

场对抗的有效性，在自建的多无人机智能对抗仿真推演平台

进行对比实验验证。 该仿真平台以海上登陆战为作战背景，
以固定空域为作战环境，红方无人机集群在前方负责对蓝方

的地面雷达和空中预警机进行侦察、干扰，为后方的轰炸机

开辟投弹通道，使之顺利进入投弹范围进行投弹，对蓝方阵

地进行火力打击。 该仿真模拟环境选取了 １ ０００ ｋｍ ×
８５０ ｋｍ的空域范围作为作战区域，以 １ ｋｍ 为一单位进行划

分，将整个作战区域划分为 １ ０００ ｋｍ × ８５０ ｋｍ 的网格区域，
便于多无人机集群在此区域进行飞行动作模拟和侦察动作

模拟等。 红方配备由 １０ 架侦干一体机构成的无人机集群，
通过强化算法进行自主决策。 蓝方配备 ７ 台地面雷达，１ 架

空中预警机和数发航空导弹，其中地面雷达位置固定，预警

机绕蓝方阵地作“８”字形或者沿跑道飞行。
红方无人机集群需要自主决策飞行路线，自主选择侦察

方向等，对雷达进行侦察，同时锁定雷达位置，并对其进行干

扰，为后方的轰炸机开辟投弹通道（即通道内无雷达探测信

号覆盖）。
４． ２　 仿真实验设置

在自建的多无人机智能对抗仿真推演平台分别采用

ＤＱＮ 算法、ＤＤＰＧ 算法、ＭＡＤＤＰＧ 算法和 ＳＥＳ⁃ＭＡＤＤＰＧ 算法

进行 ２０ ０００个实验周期的训练。 每个周期的最大时间步为

１ ９００步，当环境内的无人机个数不满足完成任务的最低个

数或者任务提前完成时，该实验周期将会提前结束。 通过对

４ 种不同的算法进行对比，对算法进行评价比较。
以每个实验周期内的累积奖励以及任务的完成率作为

评价指标。 由于长机的设置与其他无人机稍有区别，因此当

对比每个实验周期的奖励时，不仅比较 １０ 架无人机的平均

奖励，也对长机获得的奖励进行单独比较。 实验代码中部分

超参数如表 ３ 所示。

表 ３　 超参数

Ｔａｂｌｅ ３ Ｈｙｐｅｒ⁃ｐａｒａｍｅｔｅｒｓ

超参数 参数值

Ａｃｔｏｒ 学习率 １ｅ － ４

Ｃｒｉｔｉｃ 学习率 １ｅ － ３

折扣率 ０． ９

噪声率 ０． １

目标网络参数的更新率 ０． ０１

ｂｕｆｆｅｒ ｓｉｚｅ ５ｅ５

ｂａｔｃｈ ｓｉｚｅ ２５６

５　 仿真实验分析

５． １　 训练奖励值分析

在自建的多无人智能仿真推演平台分别使用了 ＤＱＮ 算

法、ＤＤＰＧ 算法、ＭＡＤＤＰＧ 算法和 ＳＥＳ⁃ＭＡＤＤＰＧ 算法进行

２０ ０００个周期的训练。 其中图 ４ 为集群内所有无人机平均奖

５３２张　 磊，等：基于改进强化学习的多无人机协同对抗算法研究
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励的对比图片，图 ５ 为长机平均奖励的对比图片。 由图 ４、图
５ 中可以看出，大约 ５ ０００ 个周期后，训练过程进入了较为平

稳的收敛状态。 ＭＡＤＤＰＧ 算法和 ＳＥＳ⁃ＭＡＤＤＰＧ 算法的奖励

收敛值明显高于 ＤＱＮ 算法和 ＤＤＰＧ 算法。 其中 ＳＥＳ⁃ＭＡＤ⁃
ＤＰＧ 算法的收敛效果最好，相较于没有选择性回收机制的

ＭＡＤＤＰＧ 算法，收敛值有了一定的提升。

图 ４　 所有无人机平均奖励对比图

Ｆｉｇ． ４ Ｃｏｍｐａｒｉｓｏｎ ｏｆ ａｖｅｒａｇｅ ｒｅｗａｒｄｓ ｆｏｒ ａｌｌ ＵＡＶｓ

图 ５　 长机的奖励对比图

Ｆｉｇ． ５ Ｔｈｅ ｒｅｗａｒｄ ｃｏｍｐａｒｉｓｏｎ ｃｈａｒｔ ｏｆ ｔｈｅ ｌｅａｄｅｒ ｏｆ ＵＡＶ

　 　 表 ４ 和表 ５ 分别展示了不同强化学习算法在 ２０ ０００ 个

实验周期内的每架无人机的平均奖励和长机的奖励，由实验

数据可看出，ＤＱＮ 和 ＤＤＰＧ 算法的平均奖励值均为负数，而
ＳＥＳ⁃ＭＡＤＤＰＧ 算法的奖励值在 １００ 左右，远远高于其他的算

法，充分证明了该算法的优越性。

表 ４　 每架无人机前 ２０ ０００ 轮的平均奖励对比

Ｔａｂｌｅ ４ Ａｖｅｒａｇｅ ｒｅｗａｒｄ ｃｏｍｐａｒｉｓｏｎ ｆｏｒ ｔｈｅ ｆｉｒｓｔ
２０ ０００ ｒｏｕｎｄｓ ｐｅｒ ＵＡＶ

算法 平均奖励

ＤＱＮ －３８４． ４２

ＤＤＰＧ － ３２６． ７７

ＭＡＤＤＰＧ ２３． ５０

ＳＥＳ⁃ＭＡＤＤＰＧ １０６． ４２

表 ５　 长机前 ２０ ０００ 轮的平均奖励对比

Ｔａｂｌｅ ５ Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｔｈｅ ａｖｅｒａｇｅ ｒｅｗａｒｄｓ ｆｏｒ ｔｈｅ
ｆｉｒｓｔ ２０ ０００ ｒｏｕｎｄｓ ｏｆ ｔｈｅ ｌｅａｄｅｒ ＵＡＶ

算法 平均奖励

ＤＱＮ －３８１． ４９

ＤＤＰＧ － ３０３． ５９

ＭＡＤＤＰＧ ４８． ３６

ＳＥＳ⁃ＭＡＤＤＰＧ ２３６． ５１

　 　 评估算法好坏的另一种方式是任务的完成度，为了避免

训练前期收敛值不稳定对实验产生的影响，分析了后 １０ ０００
个实验周期的任务完成情况，如表 ６ 所示，展示了在 １０ ０００
次的训练过程中，成功完成任务的次数。 虽然任务的完成率

不高， 但是相较于 ＭＡＤＤＰＧ 算法， 任务完成率提 高 了

２５． ４２７％ 。

表 ６　 任务成功完成的次数

Ｔａｂｌｅ ６ Ｎｕｍｂｅｒ ｏｆ ｔｉｍｅｓ ｏｆ ｔｈｅ ｔａｓｋ ｓｕｃｃｅｓｓｆｕｌｌｙ ｃｏｍｐｌｅｔｅｄ

算法 完成次数

ＤＱＮ １３８

ＤＤＰＧ １９６

ＭＡＤＤＰＧ ２ １６７

ＳＥＳ⁃ＭＡＤＤＰＧ ２ ７１８

５． ２　 单次仿真可视化结果分析

利用 ＳＥＳ⁃ＭＡＤＤＰＧ 算法经过 ２０ ０００ 次训练后得到的模

型，执行单次仿真推演进行效果的可视化评估分析。
可视化演示如图 ６ 所示。 图 ６（ａ）为仿真开始，１０ 架侦

干一体机构成的集群做好出发准备，设置 ０ 号为长机。 图 ６
（ｂ）集群内的无人机试探前进，对范围内的信号进行扫描探

测。 图 ６（ｃ）无人机集群进入蓝方阵地，开始对雷达进行分

散探测定位。 图 ６（ｄ）无人机确定雷达方位，对雷达进行持

续干扰，被干扰后的雷达的探测范围大大降低。 图 ６（ｅ）集

群内无人机团结协作，在蓝方阵地开辟出投弹通道，任务成

功结束。
　 　 图 ７ 为 ＤＱＮ 算法模型经过 ２０ ０００ 次训练后得到的无人

机运动轨迹图，图 ７ 中蓝色点代表雷达的位置。 有 ４ 架无人

机被蓝方雷达发现并被击毁。 其余无人机没有进行有效的

侦察和干扰，运动无规律性，仅仅在某个区域进行徘徊。 图 ８
为 ＳＥＳ⁃ＭＡＤＤＰＧ 算法模型经过 ２０ ０００ 次训练后得到的无人

机运动轨迹图，从图 ８ 中可以看出，在未发现雷达前，无人机

集群试探性前进，当发现蓝方雷达后，０ 号无人机绕着蓝方

阵地进行往复移动，其目的是对运动的侦察机进行持续性干

扰。 其余的无人机各自进行任务分配，对蓝方的地面雷达进

行持续性干扰，最后成功压制了雷达的探测范围，为轰炸机

开辟了投弹通道。
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图 ６　 对抗的仿真结果

Ｆｉｇ． ６ Ｓｉｍｕｌａｔｉｏｎ ｒｅｓｕｌｔｓ ｏｆ ｔｈｅ ｃｏｎｆｒｏｎｔａｔｉｏｎ

图 ７　 基于 ＤＱＮ 算法的无人机飞行轨迹

Ｆｉｇ． ７ ＵＡＶｓ ｆｌｉｇｈｔ ｐａｔｈ ｂａｓｅｄ ｏｎ ＤＱＮ ａｌｇｏｒｉｔｈｍ

图 ８　 基于 ＳＥＳ⁃ＭＡＤＤＰＧ 算法的无人机飞行轨迹

Ｆｉｇ． ８ ＵＡＶｓ ｆｌｉｇｈｔ ｐａｔｈ ｂａｓｅｄ ｏｎ ＳＥＳ⁃ＭＡＤＤＰＧ ａｌｇｏｒｉｔｈｍ

６　 结论

针对红蓝对抗问题，将深度强化学习算法引入到无人机

集群协同侦察、干扰雷达的任务中。 为了解决收敛效果差、
任务完成率低的问题，在 ＭＡＤＤＰＧ 算法的基础上，加入选择

性经验回收机制，提出了 ＳＥＳ⁃ＭＡＤＤＰＧ 算法。 仿真实验结

果表明：ＳＥＳ⁃ＭＡＤＤＰＧ 算法比其他几种强化学习算法具有更

好的收敛效果，同时任务完成率相较于 ＭＡＤＤＰＧ 算法提高

了 ２５． ４２７％ 。
该算法虽然提高了收敛效果和任务完成率，但是会存在

一定概率陷入局部最优的情况。 下一步研究方向：一方面要

克服陷入局部最优的缺陷，另一方面将该算法的环境推广至

三维空间环境中。
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